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Abstract:Highresolutionremotesensingimagerysceneclassificationisimportantforautomaticcomplex
scenerecognition,whichisthekeytechnologyformilitaryanddisasterrelief,etc．Inthispaper,we
proposeanoveljointmultiＧscaleconvolutionneuralnetwork(JMCNN)methodusingalimitedamountof
imagedataforhighresolutionremotesensingimagerysceneclassification．Differentfromtraditional
convolutionalneuralnetwork,theproposedJMCNNisanendＧtoＧendtrainingmodelwithjointenhanced
highＧlevelfeaturerepresentation,whichincludesmultiＧchannelfeatureextractor,jointmultiＧscalefeature
fusionandSoftmaxclassifier．MultiＧchannelandscaleconvolutionalextractorsareusedtoextractscene
middlefeatures,firstly．Then,inordertoachieveenhancedhighＧlevelfeaturerepresentationinalimit
dataset,jointmultiＧscalefeaturefusionisproposedtocombinemultiＧchannelandscalefeaturesusingtwo
featurefusions．Finally,enhancedhighＧlevelfeaturerepresentationcanbeusedforclassificationby
Softmax．ExperimentswereconductedusingtwolimitpublicUCMandSIRIdatasets．ComparedtostateＧofＧ
theＧartmethods,theJMCNNachievedimprovedperformanceandgreatrobustnesswithaverageaccuracies
of８９．３％and８８．３％onthetwodatasets．
Keywords:highresolutionremotesensingimagery;sceneclassification;jointmultiＧscaleconvolution
neuralnetwork;enhancedhighＧlevelfeaturerepresentation;limitdatasets
Foundationsupport:TheNationalNaturalScienceFoundationofChina(Nos．６１６０２４２９;４１７０１４４６),Chinese
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摘　要:高分辨率遥感影像场景分类是实现复杂场景快速自动识别的基础,在军事、救灾等领域有十分

重要的意义.为了在有限的遥感数据集上获得高识别精度,本文提出了一种基于联合多尺度卷积神经

网络模型的高分辨率遥感影像场景分类方法.不同于传统的卷积神经网络模型,JMCNN建立了一个具

有３个不同尺度通道的端对端多尺度联合卷积网络模型,包括多通道特征提取器、多尺度特征联合和

Softmax分类３个部分.首先,多通道特征提取器提取图像中、高层多尺度特征;然后,多尺度特征联合

对多个通道的中、高层多尺度特征进行多次融合以增强特征表达;最后,Softmax对高层特征进行分类.
本文在UCMerced和SIRI遥感数据集进行测试,试验表明JMCNN模型在特征表达和计算速度方面均

有显著提高,在小样本数据量下分别达到８９．３％和８８．３％的识别精度.
关键词:高分辨率遥感影像;场景分类;联合多尺度卷积神经网络;高层特征增强表达;有限数据集
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　　随着IKONOS、QuickBird等高分遥感卫星

的发射,高分辨率遥感影像比中、低分辨率的影像

所包含的信息更加丰富.由于遥感影像场景中地

物目标具有多样可变性、分布复杂性等特点,如何

有效地对高分辨率遥感影像场景进行识别和语义

提取成为了极具挑战的课题,已引起遥感学术界

的广泛关注[１].
为了解决遥感影像场景自动识别的问题,学

者们先后提出了多种分类办法.文献[２]利用贝

叶斯网络集成颜色特征、小波纹理特征和先验语

义特征对室内、外场景影像进行分类.文献[３]利
用金字塔表达方法提取底层特征,并利用 SVM
(supportvector machine)和 KNN (kＧnearest
neighbor)完成场分类.文献[４]提出一种基于词

袋 的 影 像 表 达 方 法 SPMK (spatialpyramid
matchingkernel),在 UC Merced(UCM)数据集

上取得准确率为７４％的识别结果.文献[５]使用

视觉词典,结合 BoVW(bagofvisualwords),提
出了一种空间共线核方法SPCK＋＋,相比BoVW
和SPMK精度更高,取得７７．３８％的准确率.文献

[６]将 概 率 主 题 模 型 LDA (latentdirichlet
allocation)用 于 场 景 分 类,提 出 了 PＧLDA 和 FＧ
LDA,提高了LDA的分类精度.这些传统分类方

法的关键在于分类器和人工特征提取.然而,在遥

感场景影像中,复杂背景和尺度变化使得人工特征

提取本身就是一个难点问题.
近年来,卷积神经网络 CNN(convolutional

neuralnetwork)作为深度学习的一个模型,在大

规模图像分类和识别中已经取得了巨大成功[７].

CNN通过卷积层在大规模训练集中提取图像的中

层特征,并通过反向传播算法[８]在全连接层中自动

学习图像的高层特征表达,最后采用Softmax函数

对目标分类.因此相比传统机器学习方法,CNN
具有权值共享,模型参数少,自动高层特征表达和

易于训练的优点,已经开始应用于高分辨率遥感影

像识别领域[９Ｇ１１].文献[９]利用显著性采样提取影

像显著信息块,再利用卷积神经网络提取高层特

征,最后使用SVM进行场景分类.文献[１１],利用

CaffeNet,在 UCM遥感数据集上获得了８５．７１％识

别准确率.文献[１１]等讨论了在数据增强的基础

上,CNN提取特征后直接分类的结果和在获得特

征后做简单融合后的结果,识别准确率分别为

９０．１３％和９３．０５％.
可见,遥感影像场景分类发展迅速,由人工

提取图像底、中层特征,再到利用深度学习自动

获取高层特征,已经取得了不错的分类结果.
但是还存在一些难点和问题.一方面,人工提

取特征只能解释一定信息量的数据,且受到环

境、光照、遮挡等影响,对于信息量日益丰富的

遥感影像数据的稳健性不高;另一方面,基于

CNN的遥感影像场景分类研究中,良好的分类

精度往往是依赖于大量的训练数据,而在小数

据集上容易出现过拟合问题[１２].
为了解决 CNN 在有限数据集上的训练问

题,增强高分遥感影像小数据集上的高层特征表

达,本文提出基于JMCNN 的高分遥感场景分类

方法,如图１所示.每一个输入的遥感影像被提

取３个尺度的随机子区域,并传入多通道卷积特

征提取器,其提取得到的特征通过多个特征融合

器进行融合,实现高层特征的联合增强表达,最后

利用Softmax分类器对联合增强的特征进行分

类.不同于现有 CNN 模型,本文提出的端对端

的多尺度联合卷积神经网络模型,可以用更少的

训练集实现高层特征的融合增强表达;其次３个

尺度和通道的多输入模型,有效地解决了不同分

辨率下的复杂图像分类,增强了模型的抗差性;第
三,通过建立多个特征融合器对多通道多尺度特

征融合,可实现高层特征的联合增强表达,提高网

络效率.

１　JMCNN网络结构

不同于以往分别训练多个CNN[１３]级联以增

强特征表达的方式,JMCNN 建立了一个３个尺

度、３个通道的端对端训练模型,包括多通道特征

提取器、多尺度特征联合、联合损失函数３个部

分.JMCNN的网络结构如图２所示.首先,将
图像大小为N×N 的遥感影像进行３个尺度随机

子区域提取,获得图像子区域大小分别为 N/２×
N/２ 、N/４×N/４ 和 N/８×N/８ ,作为多通

道卷积特征提取器输入;然后,通过建立多个特征

融合器对多通道不同尺度特征进行融合,实现高

层特征的联合增强表达,提高了网络的效率;最

１２６
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后,Softmax函数用来对场景的联合增强特征进

行分类.它利用端对端的方式训练模型,对参数

进行全局优化而不是对每一个 CNN 进行单独优

化,且采用多通道子卷积网络提取不同尺度卷积

特征,以及联合网络融合多尺度高层特征.最终

JMCNN通过对多个通道的不同尺度的高层特征

的联合增强表达,实现了在小样本训练集上的高

精度分类.

图１　基于JMCNN的高分遥感影像场景分类流程

Fig．１　JMCNNframeworkforhighresolutionremotesensingimagesceneclassification

图２　JMCNN网络结构

Fig．２　ThenetworkarchitectureofJMCNN

１．１　多通道卷积特征提取

JMCNN的多通道特征提取器是由３个单通

道子卷积网络构成.每个单通道子卷积网络包括

３个中间层,每个中间层分别由卷积层、ReLu[１４]

激活函数和极大池化层构成,如图３所示.
首先,对输入大小为N×N 的遥感影像,随

机提取３个不同尺度(大小分别为 N/２×N/２ 、

N/４×N/４ 、 N/８×N/８ )不同位置的子影

像,再利用３个中间层提取卷积特征矩阵.其中,

ReLu具有稀疏激活性,使得后面获得的高层特

征矩阵稀疏度较大,利于后述的多尺度特征融合.
单通道子卷积网络的特征提取过程如下:
设输入影像为X∈Rh×w×c,由宽卷积计算公式

Yi＝FXi＋b (１)

２２６
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其中,h、w、c 分别为影像的高、宽、颜色通道总

数,F 为５×５的卷积核,i为颜色通道号,b 为偏

置项,代表宽卷积运算.由于是宽卷积运算,输
出的特征映射Y∈Rh×w×c与X 维度相同.然后,
通过ReLu函数激活后和极大池化层计算特征映

射Mk∈Rb×w×c,其输出特征维度与Y 相同,即为

所提取的单通道卷积特征矩阵Mk,k 表示不同的

特征通道.

图３　单个子卷积通道特征提取器

Fig．３　ThesinglesubＧconvolutionalfeatureextractor

在JMCNN中,３个不同尺度的子影像分别

通过３个单通道卷积子网络,则最终获得３个不

同尺度的卷积特征矩阵M{M１,M２,M３}.

１．２　多尺度特征联合

为了增强特征的表达能力,多尺度特征联合

将对多通道卷积特征进行多尺度融合增强,获得

高层特征增强表达.与Inception模块[１５]相比,
多尺度特征联合增强包括了两个级联的特征融合

过程,从而减少了全连接层总连接数,提升了模型

效率.第一个是将多通道特征提取器中输入图像

大小为 N/２×N/２ 和 N/４×N/４ 的两个特

征矩阵Ft１
、Ft２

,利用特征融合器f 进行联合,得
到一个新的融合特征TEM;第二个特征融合过

程是将TEM 与多通道特征提取器中输入影像大

小为 N/８×N/８ 的特征矩阵Ft３
再次使用f 融

合,最终获得高层增强联合特征表达FIN.多尺

度特征联合过程的算法描述如下所示.
算法:多尺度特征联合.
输入:多通道特征矩阵Ft１

、Ft２
、Ft３

,特征融

合器f.
输出:高层增强联合特征表达FIN.
(１)融合Ft１

和Ft２
,得到TMP＝f(Ft１

,Ft２
).

(２)融合TEM 和Ft３
,得到FIN＝f(TEM,Ft２

).
(３)ReturnFIN.
图４为单个特征融合器f 的结构图.特征

融合器f 的算法过程.假设任一个融合器输入

的两个特征矩阵为 M１、M２ ∈Rh×w×c,首 先 将

Mk(k＝１,２)以行、列、颜色通道的顺序展平为特

征向量Ki∈R１×(h∗w∗c),其中∗代表数值乘法,×
代表笛卡儿积.然后将特征向量分别进入全连接

层计算并使用ReLu[１３]激活

Vi＝KiW＋b (２)

Ti＝ReLu(Vi) (３)
其 中 Ti 为 １０２４ 维 的 特 征 向 量;W ∈
R(h∗w∗c)×１０２４;b 为 偏 置 项.T１ 和 T２ 通 过

“concat”变换成一个新的特征向量V３,再将此向

量通过一个全连接层计算得出最终的高层增强特

征表达.其中,“concat”定义为两个特征向量的

线性拼接,得到特征向量V３ 空间维度为V３ ∈
R１×２０４８.最后,式(３)再对V３ 进行激活,得到融合

的高层特征向量P∈R１×５１２.

图４　特征融合器

Fig．４　MultiＧscalefeaturefusion

特征融合器f 的算法过程如下:
算法:特征融合算法.
输入:特征矩阵 M１、M２,权重矩阵W１、W２、

W３,偏置向量b１、b２、b３.
输出:融合特征向量P.
(１)展平两个特征矩阵 M１、M２,得到Ki＝

reshape(Mk),(k＝１,２).
(２)全连接层得到Vi＝KiWi＋bi.
(３)激活得到Ti＝ReLu(Vi).
(４)融 合 特 征 向 量 T１ 和 T２,得 到V３ ＝

concat(T１,T２).
(５)计算全连接层计并 ReLu激活,得到最

终的特征向量P＝ReLu(V３W３＋b３).
(６)ReturnP.
此外,为了防止过拟合问题,JMCNN采用一种

概率线性融合方式对两个特征进行融合.即在训练

过程中每个全连接层后连接了一个dropout[１６]层,即

３２６
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每次随机保留一部分神经元参与训练.

１．３　Softmax分类器及损失函数

JMCNN模型采用Softmax分类器,因此本

小节主要阐述模型的损失函数.JMCNN 的损失

函数为交叉熵损失与正则化项之和,即在经验风

险上加上表示模型复杂度的结构风险.
设Softmax函数输出的向量为Y∈R１×n,Y＝

(y１,y２,,yn),式中n 为样本类别数;yi 表示向

量中第i个元素的实数值.
损失函数可表示为

L＝－∑
i
y′ilog(yi)＋

１
２λ Wi

２

λ＝∏
i

weight_decayi

ü

þ

ý

ï
ï

ï
ï

(４)

其中,式(４)中前一项是交叉熵损失函数,后一项

是权值的L２正则项;λ 为正则项系数,其由各权

值的衰减系数乘积决定.式(４)引入了正则项的

损失函数,其作为损失函数的一个惩罚项,平衡经

验风险与模型复杂度,能有效防止过拟合现象.

２　基于JMCNN的高分遥感影像场景分类

本节主要描述了基于JMCNN的高分遥感影

像场景分类过程.

２．１　遥感影像数据预处理

为了能更好地表达遥感影像中的场景信息,
在开始训练JMCNN 之前,需要对高分遥感影像

进行数据预处理,以增加样本的多样性.首先,对
于一张大小为 N ×N 的影像,随机提取大小为

０．８７５N×０．８７５N 的图像区域.然后,通过图

像归一化算法,调整影像的对比度和亮度,减少光

照对场景分类的噪声影响.最后,在归一化的图

像区域中,随机提取 N/２×N/２ 、N/４×N/４
和 N/８×N/８ ３个不同尺度不同位置的子区

域块,作为JMCNN的多尺度输入.

２．２　遥感影像场景分类

２．２．１　多通道卷积特征提取

JMCNN 由３个通道的卷积特征提取器组

成,每个特征提取器由３个卷积层、ReLu激活函

数和池化层构成,每个卷积层的卷积图个数为

６４.卷积层的卷积核的大小均为５×５,步长为１,
权重衰弱系数为０,即卷积层的权值的L２范数不

加入正则项.池化层的卷积核的大小均为３×３,
步长为２.其中卷积层、池化层中的卷积运算均

采用宽卷积运算.

２．２．２　多尺度特征联合

多尺度特征联合过程由两个特征融合器构

成.特征融合器中的全连接层的权值衰减系数均

设置为０．００４,即全连接层的权值的 L２范数均加

入正则项.图５描述了多尺度特征联合中的特征

向量融合过程.

图５　多尺度特征向量融合过程

Fig．５　JointmultiＧscalefeaturevectors

如图５所示,第一个特征融合器的输入参数

是两个不同尺度影像中根据特征矩阵的稀疏程度

提取的特征向量,维度为１０２４.“concat”后维度

为２０４８,再通过全连接层线性融合后得到特征向

量,其输出维度为５１２.
第二个特征融合器的输入参数分别为卷积特

征通道所提取的特征向量(维度为１０２４)和由第

一个特征融合器融合的５１２维特征向量,通过

“concat”,输出特征向量维度为１５３６.接着进入

全连接层线性融合后得到的特征向量的输出维度

为５１２.
每个特征融合器后面加入一个dropout层,

从而在训练过程中可降低全连接层的复杂度,防
止融合得到的特征产生过拟合现象.dropout层

会使得全连接层中的每个神经元以一定的概率

“失活”,使得模型复杂度降低,计算量减少,模型

收敛更快和泛化增强.参考 GoogleNet[１５],将第

一个特征融合器的保留概率设置为０．６,第二个则

设置为０．７.

２．２．３　基于Softmax的高层联合特征分类

Softmax分类器用于对图７联合提取的５１２维

的高层增强特征向量进行分类,获得最终的影像

场景类别.
假设,输出一个维数与场景类别数n 相同的

一个向量Y＝{Yi},其中Yi(i＝１,２,,n)为该场

景影像属于类别i 的概率.Softmax采用Yi 最
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大概率判别该场别影像的类别i,如图６所示.

图６　Softmax分类

Fig．６　ClassificationusingSoftmax

３　基于JMCNN的场景分类试验和分析

为了有效地评估JMCNN模型在高分遥感影

像场景分类,JMCNN 在 UCM 和SIRI[１７Ｇ１９]两个

高分遥感影像数据集上分别进行了试验和分析,
并与最新方法进行对比.试验均采用５Ｇ折交叉

验证,试验结果表明JMCNN可以在小数据集上

实现较好的分类结果.

３．１　试验设置

试 验 环 境:试 验 均 在 载 有 两 块 NVIDA
GeForceGTX１０８０ 的 显 卡、IntercoreTM i７Ｇ
６７００KCPU＠４．００GHz、RAM:３２．０GB的工作

站上进行.本文的JMCNN 与所使用的 CNN 模

型均利用试验框架为 TensorFlow[２０]实现.
数据集:试验所采用的数据集为 UCM 和

SIRI高分遥感数据集.UCM 数据集所包含的影

像尺寸为２５６×２５６,颜色通道为 RGB,空间分辨

率为０．３m.该数据集影像总计为２１００张,含

２１个场景类别,每类１００张.类别包括(a)农田

(b)机场(c)棒球场(d)沙滩(e)建筑(f)丛林(g)密
集住宅区(h)森林(i)公路(j)高尔夫球场(k)海港

(l)十字路口(m)中等住宅区(n)房车公园(o)天
桥(p)停车场(q)河流(r)飞机跑道(s)稀疏住宅区

(t)储油罐(u)网球场,如图７所示.

图７　UCM 数据集图例

Fig．７　ThesamplesofUCMdataset

　　SIRI数据集为 GoogleEarth上的影像数据,
主要覆盖我国的城市及周边区域,由文献[２０]的
作者整理而成.影像尺寸为２００×２００,颜色通道

为RGB,分辨率为２m.数据集总计２４００张影

像,有１２类,每类２００张.类别分别为(a)农田

(b)商业区(c)港口(d)裸地(e)工业区(f)草地(g)
交叉路口(h)公园(i)池塘(j)居民区(k)河流(l)水
面,如图８所示.

试验验证方案:在试验中,均采用５折交叉验

证方案,将数据集随机划分为５等份,每次利用其

中４份作为样本集,余下１份即为测试集,轮流

５次,取分类精度的平均值.

３．２　UCM 数据集场景识别试验

表１描述了使用不同网络结构和特征的场景

分类时间和准确率的比较.表１第一行中“网
络”、“Size”、“F”、“Acc”、“Kappa”,分别表示“网
络结构”、“增强后数据集大小”、“单次前向计算耗

时”、“识别准确率”、“Kappa系数”.
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图８　SIRI数据集图例

Fig．８　ThesamplesofSIRIdataset

　　试验中,CNN(６conv＋２fc)代表卷积神经网

络结构为６个卷积层(卷积核５×５,步长为１,卷
积核数量分别为６０、５０、６４、１２８、２５６、５１２)且每个

卷积层后接一个池化层(卷积核３×３,步长为２)
和２个全连接层(输出维度分别为１０２４、２０４８)和
Softmax分类器.每个卷积层后均接极大池化层

和ReLu激活函数,第一个全连接层的激活函数

为ReLu.CNN(５conv＋２fc)的网络结构为５个

卷积层(卷积核参数设置不变,卷积核数量分别为

６０、５０、６４、２５６、５１２).
表１结果显示,数据集大小同为２１００张影像

时,JMCNN比 CNN(６conv＋２fc)网络精度高出

２５．０３％,该结果说明在小数据集上利用融合后的

多尺度特征的分类精度远远高于单一尺度的特征.
同时,JMCNN 所用的卷积核数量远小于 CNN
(６conv＋２fc)和CNN(５conv＋２fc),时间效率提高

了３０％,一次前向计算时间减少到１４５ms.

表１　使用不同网络和特征的时间和精度比较

Tab．１　Comparisonoftimeandaccuracyusingdifferent
networksandfeatures

网络 size F/(ms)Acc/(％) Kappa

CNN(６conv＋２fc) ２１００ ２１６ ６４．２７ ０．６１２３
CNN(６conv＋２fc) ２１００×３６ ２１８ ８５．７６ ０．８５１２
CNN(５conv＋２fc) ２１００×３６ ２１１ ８３．２２ ０．８０２２
CNN(６conv＋２fc) ２１００×２４０ ２２３ ９０．３３ ０．８９９３

JMCNN ２１００ １５３ ８９．３０ ０．８７４２
JMCNN ２１００×３６ １５８ ９３．００ ０．９２６２
JMCNN ２１００×２４０ １４５ ９８．３０ ０．９６７７

同时,表１还对比了数据适当增广３６倍和

２４０倍后的分类效率和准确率.试验中所用的数

据增广方法为在原影像上随机提取出９张影像,
再令这９张影像顺时针旋转０°、９０°、１８０°、２７０°,从

而获得了３６倍增广数据集.２４０倍增广数据是

通过先保留图像的６０％、６２％、６４％、６６％、６８％、

７０％得到６个子影像,再在这６个子影像上随机

提取出１０张影像,然后按上述方法旋转４个角

度,从而获得６×１０×４＝２４０倍的增广数据集.
从试验结果可见,数据集大小为２１００×３６时,

JMCNN相比 CNN(５conv＋２fc)要高出９．７８％,
比CNN(６conv＋２fc)网络要高出３．５４％.而在

相同网络结构之间,通过增强训练数据,JMCNN
精度最大提升了９％,CNN 分类精度最大提升了

２５．０６％.数据表明,相对于传统的 CNN 网络,

JMCNN对大数据训练的依赖性更小,在小样本

训练的情况下可以获得较强的高层特征.此外,

Kappa系数的结果表明,JMCNN 具有更好的分

类一致性,其泛化能力更强.
图９为JMCNN在 UCM 训练数据无增广时

的分类精度混淆矩阵.可见,JMCNN 对大部分

场景的分类准确率高于９０％,对于极个别(１３)中
等住宅区(２０)储油罐分类准确率低于７０％,相比

于传统 CNN(６conv＋２fc)的分类结果,JMCNN
在(b)机场(c)棒球场(p)停车场(q)河流等场景类

别的识别准确率提升显著,最高提升了２８．７２％,
总体提升了２５．０３％,可见它对于尺度变化较大的

场景类别识别更加准确.
为了进一步说明JMCNN在不同数据维度下

的特征表达能力,图１０描述了JMCNN 和 CNN
在不同维度的训练样本数量下的分类准确率对比

结果.图１０表明,随着数据量增加,两种模型分

类准确率均有提升,精度的变化率随数据量的增

大而减小,并逐渐收敛.CNN模型随着数据量的

增加,准确率显著提升,表明其特征质量与训练样
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本数据量相关程度较大,模型在数据量较小时特

征表达不充分.JMCNN的识别准确率随数据量

的增加变化较为平缓,通过多通道多尺度高层特

征的联合增强,能在小样本数据集上训练充分,获
得较高的准确率.

图９　JMCNN在 UCM 数据集上的分类混淆矩阵

Fig．９　ConfusionmatrixofJMCNNontheUCMdataset

图１０　JMCNN和CNN在不同数据量的识别准确率

Fig．１０　 Theaccuraciescomparison on different
numbersoftrainingimagesusingJMCNN
andCNN

　　表２显示了JMCNN 与其他方法的对比结

果.JMCNN 和 CNN 的样本大小均为 ２１００∗
０．８张,输入数据为图像本身,均为高效的端对端

网络模型.JMCNN的识别率高于CNN２５．０３％.

SVM＋LDA[２１]和SAE[２２]均将数据增广了２０倍,
其识别 率 结 果 比 JMCNN 分 别 低 了 ９．０３％ 和

６．５８％.MeanStdＧSIFT＋LDAＧH[１７]通过多种人

工设计特征提取融合和聚类的方法,识别率提高

到８４．９８％,仍低于JMCNN约５％.PSR[２０]结合

BOW 特征和金字塔空间关系模型获得了第二高

的识别率８９．０％,然而其模型训练复杂度高,模型

难以泛化使用.RF(Randomforest,RF)[２３]采用

随机森林对SIFT特征进行分类,在相同训练集下

的识别率为６９．５％.对比结果表明,JMCNN通过

端对端训练模式,在不需要任何人工设计特征表达

以及数据增广的情况下,识别率均高于其他方法.

表２　JMCNN与其他方法的识别率对比

Tab．２　Comparisonofaccuracyusingdifferentmodel

模型 准确率/(％) Kappa

JMCNN ８９．３０ ０．８７４２
SVM＋LDA[２１] ８０．３３ Ｇ

SAE[２２] ８２．７２ Ｇ
SPMK[４] ７４．００ Ｇ

MeanStdＧSIFT＋LDAＧH[１６] ８４．９８ Ｇ
PSR[２３] ８９．００ Ｇ

RF＋SIFT[２４] ６９．５０ Ｇ

３．３　２SIRI数据集场景分类试验

为了更好地验证本文提出模型的抗差性,
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JMCNN在SIRI数据集(总计２４００张,２００∗２００
的影像数据)上进行了试验分析.SIRI数据集共

有１２类,每类２００张.
表３ 描述了本文提出的 JMCNN 与 CNN

(６conv ＋ ２fc)、６conv ＋ ２fc＋ SVM、SVMＧ
LDA[２１]、SPMK[４]、MeanStdＧSIFI＋LDAＧH[１６]方

法的对比结果.JMCNN 在无数据增广的 SIRI
数据集上获得了８８．３％的分类精度,均高于CNN
和传 统 机 器 学 习 方 法.CNN(６conv＋２fc)和

６conv＋２fc＋SVM 均采用６个卷积层、２个全连

接层 提 取 高 层 特 征,然 后 分 别 用 Softmax 与

SVM[２５]分类器进行分类,其结果均低于JMCNN
的识 别 率 约 ２０％.同 时,相 比 于 LDAＧM[２１]、

SPMＧSIFT[４]和 MeanStdＧSIFI＋LDAＧH[１５]方法

的复杂特征设计和提取,JMCNN 模型不需要任

何人工特征设计,采用端对端训练来统一优化参

数,训练难度大大降低,特征表达能力更强,且分

类准确 率 更 高.Kappa 系 数 表 示,JMCNN 与

CNN及上述传统机器学习方法相比,具有更好的

分类一致性.
图１１为JMCNN在SIRI数据集上分类的混

淆矩阵.结果显示,JMCNN 对(a)农田(b)商业

区(e)工业区(j)居民区(k)水面等场景类别的识

别准确率高于９５％,对于极个别(f)草地的识别

率低于７０％,其余大部分在８５％左右.可见,该
模型对于特征复杂的细粒度区域分类结果较好,
而对于背景特征单一的区域分类结果需要进一步

提升.

表３　不同方法的对比

Tab．３　Comparisonofdifferentmethods

模型 准确率/(％) Kappa

JMCNN ８８．３０ ０．８５９５
SVMＧLDA[２３] ６０．３２ Ｇ

SPMK[４] ７７．６９ Ｇ
MeanStdＧSIFI＋LDAＧH[１７] ８６．２９ Ｇ

RF＋SIFT ４９．９０ Ｇ
CNN(６conv＋２fc) ６８．８１ ０．６５２１
６conv＋２fc＋SVM ６７．２９ ０．６３７７

３．４　３USGS大幅影像场景标注试验

试验所用的大幅影像为 USGS数据库中美国

俄亥俄州蒙哥马利地区的影像,尺寸为１００００×
９０００,空间分辨率为０．６m,如图１２(a).在场景

标注试验中,样本采样自上述大幅影像,每类样本

包含５０张图像大小为１５０×１５０的子影像,人工

标注为４类,分别为住宅(图１３(a))、耕地(图１３
(b))、森林(图１３(a))、停车场(图１３(d)).为了

评估模型精度,样本以８０％、２０％的比例分别划

分为训练集和测试集.

图１１　JMCNN在SIRI上的分类混淆矩阵

Fig．１１　TheconfusionmatrixofJMCNNonSIRIdataset

　　在该试验中,使用在 UCM 数据集上预训练的

JMCNN模型并将其在该场景影像训练样本上微

调.利用微调后的模型对整幅影像进行预测,如
图１２(b),图１２(d)为某个预测类别为forest的

区域.

通过观察局部细节(图１２(c)),JMCNN 在空

间分布感知上具有一定优势,能较好地将房屋分布

结构识别出.USGS的场景分类准确率为９８．５％,
图１４为场景分类混淆矩阵.可见,JMCNN 在

USGS大幅影像上分类同样具有优势.
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图１２　USGS大幅遥感影像样本示例及分类结果

Fig．１２　TheresultofclassificationonUSGSlargeimage

图１３　USGS大幅遥感影像样本示例

Fig．１３　ExamplesofUSGSlargeimage

图１４　JMCNN在 USGS上分类的混淆矩阵

Fig．１４　TheconfusionmatrixofJMCNNonUSGSlarge
image

４　结　语

本文在２４００张 UCM 和２１００张SIRI的小

数据集上进行试验,分别获得了８９．３％和８８．３％
的识别准确率,均高于其他分类器的识别结果.
然而,在多类别场景分类中,对于个别模糊场景的

类别分类效果欠佳.未来,工作将从以下３个方

面进行改进:①优化网络联合部分,使得联合特征

更具抗差性,以提高JMCNN 在模糊类别上的分

类精度.②考虑调整多尺度特征提取器网络结

构,使提取出的多尺度特征更为有效.③引入１×
１的卷积层用来减少参数量,进一步提高模型效

率.同时还将探索基于JMCNN在不同视角下的

遥感影像地物检测.
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